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1 はじめに
マルチモーダル機械翻訳は、翻訳する際に原言語文
と紐付けられた言語以外の情報も用いる技術のことで
ある。近年、機械翻訳は Encoder-Decoder と呼ばれ
る系列変換モデルや Attention機構の登場により、従
来の統計的機械翻訳を上回る性能を達成している [1]。
本研究では、マルチモーダル機械翻訳に画像の情報を
利用し、文に含まれる曖昧性を解消することで、翻訳
の性能のさらなる向上を目指す。この技術の発展によ
り、ニュースや映像などのマルチモーダルな情報を扱
う産業での応用が望まれる。
マルチモーダル機械翻訳の研究では、主に 2つのア
プローチがある。1つは画像特徴量を利用するモデル
の研究であり、マルチタスク学習 [7]や画像特徴量を
翻訳システムに組み込む方法 [3, 4]が提案されている。
一方で、マルチモーダル機械翻訳に利用できるデータ
セットは小さいため、外部リソースを利用する研究も
行われている。このアプローチでは、画像を含まない
対訳コーパス [7, 9]や逆翻訳で作成した疑似コーパス
[11]を追加のリソースとして利用する手法が提案され
ている。
しかし、マルチモーダル機械翻訳において、事前学
習した単語分散表現を外部リソースとして利用する先
行研究はあまりない。リソースの乏しい言語対での
ニューラル機械翻訳において、事前学習された単語分
散表現を Encoderに組み込むことで性能が向上する
が、Decoderに組み込んでも性能が向上しないことが
確認されている [17]。Kumarら [12]は、事前学習し
た単語分散表現を Decoderで予測する手法を提案し、
従来のニューラル機械翻訳と同等以上の性能を達成し
低頻度語の翻訳精度を向上させており、単語分散表現
をより効果的に利用しているといえる。
本研究では、単語分散表現を積極的に活用するKu-

marらの手法をマルチモーダル機械翻訳に導入し、事
前学習された単語分散表現の有効性を示した。本研究

の貢献は以下の通りである。

1. 単語分散表現を予測する新しいマルチモーダル機
械翻訳のモデルを提案した。

2. 事前学習された単語分散表現が Decoderの性能
を向上させることを確認した。

2 単語分散表現の予測によるマルチ
モーダル機械翻訳

本研究では、マルチモーダル機械翻訳に Kumarら
[12]の手法を導入し、事前学習された単語分散表現を
組み込む。単語分散表現の効果を確認しやすくするた
め、ベースとなるモデルには、シンプルなマルチタス
ク学習型のモデルである IMAGINATION [7]を使用
する。
IMAGINATIONでは機械翻訳と潜在共有空間構成
の 2 つのタスクを学習する。後者では、文と画像を
同一の潜在共有空間にマッピングするとき、ある文と
それに対応する画像の距離が近くになるように学習す
る。2つのタスク間で Encoderを共有する。
マルチタスク学習に使用する損失関数は、タスクご
との損失関数の線形補間として与える。

J = λJT(θ, ϕT) + (1− λ)JV(θ, ϕV) (1)

θは共有された Encoderのパラメータで、ϕT および
ϕV はそれぞれ、翻訳タスクおよび潜在共有空間の構
成タスク特有のパラメータである。また、JT(θ, ϕT)

および JV(θ, ϕV)はそれぞれ、翻訳タスクおよび潜在
共有空間の構成タスクに関する項である。λは補間係
数である。

2.1 機械翻訳タスク
機械翻訳の基本的な構造は、Bahdanauら [1]と同
じであるが、Decoderの出力層で単語の生成確率では



なく、単語分散表現を予測し、事前学習された単語分
散表現から最も近い単語をシステム出力とする点が異
なる [12]。

êj = tanh(Wosj + bo) (2)

ŷj = argmin
w∈V

{d(êj , e(w))} (3)

sj、êj、ŷj はそれぞれ各タイムステップ j における
Decoderの隠れ状態、単語分散表現予測、システム出
力で、Woおよび boは出力層のパラメータである。ま
た、V は出力言語側の語彙集合、wは出力言語の語彙
集合に含まれる単語、e(wk)は wk に対応する事前学
習された単語分散表現、d(ea, eb)は 2つの単語分散
表現 eaと ebの間の距離を表し、本研究では距離関数
にコサイン類似度を使用する。
機械翻訳の損失関数には Lazaridouら [13]が提案す
るMargin-based Ranking Lossを使用する。

JT (θ, ϕT) =

M∑
j

max{0, γ+d(êj , e(w
−
j ))−d(êj , e(yj))}

(4)

w−
j = argmax

w∈V
{d(êj , e(w))− d(êj , e(yj)) (5)

M は出力文の長さ、γ はマージンである1。w−
j は負

例であり、予測した単語分散表現と近く、正解の単語
分散表現から遠いものが 1つ選ばれる。
事前学習された単語分散表現は Encoder 埋め込み
層と Decoder 埋め込み層の初期化、および Decoder

の出力層に使用する。Encoderの埋め込み層は初期化
ののち、学習データを使用して追加の学習を行うが、
Decoderの埋め込み層と出力層はパラメータを固定し、
学習を行わない。

2.2 潜在共有空間構成タスク
このタスクのDecoderでは、共有しているEncoder

の隠れ状態 hi の平均を計算したのち、潜在共有空間
における文の分散表現 v̂を得る。

v̂ = tanh(Wv · 1

N

N∑
i

hi) (6)

N は入力文の長さ、Wv はパラメータである。
損失関数にはMax Margin Lossを使用し、対応する
画像の特徴量 vとの距離が近くなるように学習する。

JV (θ, ϕV) =
∑
v′ ̸=v

max{0, α+ d(v̂,v′)− d(v̂,v)} (7)

1実験では γ = 0.5 を使用した

αはマージンで、潜在共有空間における各点の離れ度
合いを制御する2。

3 実験
3.1 データセット
実験では WMT17 Shared Task で公開された

Multi30k [6]データセットを使用して学習、検証、評
価した。評価指標には BLEU [16]とMETEOR [5]を
使用した。評価する言語対は、入力言語にフランス語、
出力言語に英語とした。
画像の特徴量の抽出にはMulti30kで提供されてい
るスクリプト feature-extractorを使用した3。これに
より、事前学習されたResNet-50 [10]により画像がエ
ンコードされたのち、ネットワークの pool5層にある
隠れ状態（2048次元）が特徴量として抽出される。

3.2 モデル
実装には NMTPY4の v3.0.0を使用した。
共有 Encoderの入力層は 128次元で、隠れ層は双
方向 GRU で 256 次元である。機械翻訳システムの
Decoderの入力および出力層で使用する単語分散表現
は 300次元で、隠れ層は 256次元である。また、潜在
共有空間は 2048次元である。
入力文と参照文はMulti30kデータセットのスクリ
プト task1-tokenize.shを使用し前処理を行った。語彙
サイズはすべての入力言語および出力言語で 10,000

とした。
損失関数の補間係数には λ = 0.5を使用した。最適
化手法にはAdamを使用し、学習率は 0.0004である。
勾配は 1.0でクリッピングし、ドロップアウト率は 0.3

に設定した。

3.3 単語分散表現
モデルに使用する単語分散表現の事前学習には

FastText [2]を使用する。WikipediaおよびCommon

Crawlから学習した単語分散表現はオンラインで公開
されている5[8]。これらの単語分散表現は skip-gram

[14]を使って学習されており、次元は 300である。
2実験では α = 0.1 を使用した
3https://github.com/multi30k/dataset
4https://github.com/lium-lst/nmtpytorch
5https://fasttext.cc/



dev test

Model BLEU BLEU METEOR

NMT 50.83 51.00±.37 42.65±.12

IMAG+ 51.03 51.18±.16 42.80±.19

Proposed 52.20 52.90±.07 43.70±.11

表 1: Multi30kの評価

未知語の単語分散表現には、事前学習に使用した
コーパスに含まれるがモデルの学習データに含まれな
い単語分散表現の平均を使用する。また、Muら [15]

の手法にしたがって、事前学習された単語分散表現を
前処理する。まず、全語彙の単語分散表現の平均をゼ
ロになるよう調整（センタリング）したのち、主成分
分析を行い、単語分散表現から主成分 5つに相当する
成分を取り除く。

4 結果
表 1はMulti30kデータセットで実験を３回行った結
果である。dev、testにそれぞれ検証と評価データセッ
トでの結果を示す。NMTは画像を使わず単語の生成
確率を予測する機械翻訳システム、IMAG+は IMAG-

INATION [7]を再実装したマルチモーダル機械翻訳
システムの結果である。提案手法は NMTと IMAG-

INATIONにくらべ、BLEUスコアでそれぞれ+1.90

と+1.72の改善を確認した。

5 考察
事前学習された単語分散表現が、機械翻訳システム
へ与える影響を確認するため、表 2では、埋め込み層
をランダムで初期化した場合、および、Decoderの埋
め込み層を固定しない場合の結果を示した。random

は一様分布、fasttextはFastTextで事前学習した単語
分散表現で初期化した。FixedはDecoder埋め込み層
のマッピング行列を固定するかどうかを表す。
Decoder埋め込み層を固定しない場合、IMAGINA-

TIONと同等以下の性能となる。このことから、単語
分散表現の予測に基づくマルチモーダル機械翻訳シス
テムにおいては、Decoderの埋め込み層を事前学習さ
れた単語分散表現に固定することが重要である。
また、すべての埋め込み層を一様分布で初期化する
場合と比べ、Decoder側を FastTextで初期化した場

Encoder Decoder Fixed BLEU METEOR

fasttext fasttext Yes 52.90 43.70

random fasttext Yes 52.06 43.23

fasttext random No 50.77 42.44

random random No 50.22 41.97

fasttext fasttext No 50.29 42.25

random fasttext No 49.69 41.68

表 2: 埋め込み層別の単語分散表現の効果

図 1: 単語の出現頻度ごとの F値

合はBLEUスコアで+1.84の改善が見られ、Encoder

側を FastTextで初期化した場合の改善（+0.55ポイ
ント）と比べ、大きな改善が確認できる。これは、マ
ルチタスク学習を行うことにより、同じ学習データを
使用したとしても、Encoder側は Decoder側に比べ、
十分に学習することができ、事前学習された単語分散
表現の効果が低下するためである。
次に、事前学習された単語分散表現が、システム出
力の傾向に与える影響を確認するため、図 1では、単
語の出現頻度ごとの F値を示した。ここでいう F値と
は、単語が出現した参照文のインデックスを正解ラベ
ル、単語が出現したシステム出力のインデックスを予
測として計算したものである。提案手法はベースライ
ンと比較し、低頻度語で顕著な改善が見られた一方、
高頻度語になると改善の効果が限定的であることが分
かった。

6 先行研究
近年行われているマルチモーダル機械翻訳の研究は
概ね、画像特徴量を利用する研究と外部リソースを利
用する研究の 2つに分けられる。



画像特徴量を利用するモデルの研究では、ResNet

[10]などの画像処理技術で画像特徴量を抽出し、機械
翻訳システムへの組み込みやマルチタスク学習を行う。
画像特徴量を機械翻訳システムへ組み込むこれらの試
みは一定の性能改善を達成したが、ベースとなる機械
翻訳のモデルに依存しており、いまだ確立された手法
が存在しない。マルチタスク学習は、文と画像の関係
を学習するモデルが多く使用されている。Elliott ら
[7]は機械翻訳タスクと文から画像特徴量を再構成す
るタスクを同時学習する IMAGINATIONと呼ばれる
アプローチを提案した。これらのタスクでは Encoder

を共有しており、マルチタスク学習することで、性能
向上が期待できる。
外部リソースを利用する研究では、対訳コーパスを
利用することが盛んに行われている。Grönroosら [9]

は、画像データを含まない対訳コーパスを組み合わせ
て使用することで、WMT 2018 Multimodal Shared

Taskで最高性能を達成している。しかし、単言語コー
パスから学習できる知識を利用する研究はほとんど行
われていない。
事前学習された単語分散表現を従来のニューラル機
械翻訳に組み込む研究は多い。Qiら [17]は、事前学
習された単語分散表現を対訳コーパスが乏しい言語対
に適用することで、大きく性能が向上することを報告
している。また、事前学習された単語分散表現をより
効果的に利用するニューラル機械翻訳システムも提案
されている。Kumarら [12]は Decoderの出力層で、
単語の生成確率ではなく、単語分散表現を予測する手
法が提案し、従来のニューラル機械翻訳と同等以上の
性能を達成するとともに、低頻度語の翻訳精度を向上
させた。

7 おわりに
本研究では、事前学習された単語分散表現を効果的
に利用する手法を、マルチモーダル機械翻訳に導入し、
事前学習された単語分散表現の利用がマルチモーダル
機械翻訳の性能を改善することとともに、事前学習さ
れた単語分散表現がDecoderの改善に有効であること
を示した。
今後は、マルチモーダル機械翻訳に最適な単語分散
表現を得られる単言語コーパスの研究や、未知語を構
成するための手法、画像の情報を事前学習された単語
分散表現に統合することを検討していきたい。
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